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Abstract 
 

Image captioning, the task of automatically generating descriptive captions for images, has 
gained significant attention due to its potential applications in various domains. This paper 
addresses the challenges associated with integrating computer vision and natural language 
processing techniques to develop an effective image caption generator. The proposed solution 
leverages the VGG-16 model for feature extraction from images and an LSTM (Long Short-Term 
Memory) model for caption generation. The Flickr8k dataset, containing approximately 8000 
images with five different captions per image, is utilized for training and evaluation. The 
methodology encompasses several steps, including data preprocessing, feature extraction, 
model training, and evaluation. Data preprocessing involves cleaning captions by removing 
punctuations, single characters, and numerical values, while incorporating start and end 
sequences. Image features are extracted using the pre-trained VGG-16 model, and similar 
images are clustered to ensure accurate feature extraction. Subsequently, the captions and 
corresponding image features are merged and tokenized for model training. The LSTM model is 
designed with input layers for image features and captions, as well as an output layer for caption 
generation. Extensive hyperparameter tuning is conducted to optimize the model's performance, 
involving variations in the number of nodes and layers. The generated captions are evaluated 
using BLEU scores, where a score closer to 1 indicates higher similarity between predicted and 
actual captions. The proposed system demonstrates promising results in generating meaningful 
captions for images, with potential applications in assisting visually impaired individuals, medical 
image analysis, and advertising industry automation. 
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1. Pendahuluan  
 
Dalam era digital yang semakin maju, gambar dan foto telah menjadi bagian integral dari 
kehidupan kita sehari-hari. Tak hanya sebagai media pengalaman visual semata, gambar juga 
menjadi alat komunikasi yang penting, yang membawa tantangan baru dalam hal pengelolaan 
dan pemahaman konten visual. Mengatasi tantangan ini memerlukan pendekatan yang inovatif, 
salah satunya adalah dengan menggabungkan teknologi computer vision dan pemrosesan 
bahasa alami. Dengan demikian, muncul bidang Image Caption Generation, yang 
menggabungkan kedua teknologi tersebut untuk menghasilkan deskripsi otomatis yang relevan 
dan bermakna untuk gambar. Bidang Image Caption Generation merupakan hasil dari perpaduan 
antara computer vision dan pemrosesan bahasa alami. Tujuannya adalah memanfaatkan model 
deep learning untuk secara otomatis menghasilkan deskripsi bahasa yang tepat dan koheren 
terhadap informasi visual. Keberadaan teknologi ini memiliki makna yang sangat penting, 
terutama dalam memberikan bantuan bagi orang awam terhadap dunia medis untuk 
menganalisis gambar hasil rontgen, dan membantu orang dengan gangguan penglihatan, 
memungkinkan mereka memahami konten gambar melalui deskripsi teks [1]. Computer vision, 
machine translation, dan object detection adalah domain yang dinamis dalam dunia machine 
learning, mengalami pertumbuhan yang signifikan dalam dekade terakhir [2]. Pertumbuhan ini 
telah menghasilkan berbagai kerangka kerja (framework) yang memfasilitasi implementasi 
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caption generation. Metode tradisional sebagian besar mengandalkan feature extractor yang 
dirancang secara manual dan model bahasa berbasis aturan, tetapi efeknya terbatas [1]. Dalam 
konteks ini, penggunaan model VGG-16 dan LSTM (Long Short-Term Memory) telah menjadi 
pilihan yang populer dalam mengatasi tantangan Image Caption Generation. Model VGG-16 
digunakan untuk ekstraksi fitur dari gambar, sementara LSTM digunakan untuk menghasilkan 
deskripsi bahasa yang relevan. Pendekatan ini, di mana model VGG-16 digunakan untuk 
ekstraksi fitur dari gambar dan LSTM untuk menghasilkan deskripsi bahasa yang relevan, telah 
membuka peluang baru dalam menangani kompleksitas visual dan linguistik. Tiga langkah utama 
dalam menciptakan model image captioning melibatkan ekstraksi fitur dari gambar dan caption 
untuk mendukung model, menggunakan fitur-fitur ini untuk melatih model, dan menggunakan 
model yang telah dilatih untuk menghasilkan caption berdasarkan atribut gambar input. Hasil dari 
penggunaan teknologi ini dievaluasi menggunakan skor Bilingual Evaluation Understudy (BLEU) 
sebagai tolak ukur untuk membandingkan dan menilai efektivitas model. Penelitian menunjukkan 
peningkatan yang signifikan dalam akurasi skor BLEU dibandingkan dengan pendekatan dasar, 
menegaskan keberhasilan dan relevansi pendekatan yang diusulkan. Selain itu, model yang 
dikembangkan juga memiliki kemampuan unik untuk menciptakan caption gambar secara 
otomatis, yang membedakannya dari metode dasar yang hanya meminjam caption yang sudah 
ada. Dengan demikian, teknologi Image Caption Generation terbukti menjadi alat yang berharga 
dalam memahami dan mengelola konten visual di era digital saat ini. 
 
2. Metode Penelitian 
 
Penelitian ini bertujuan untuk mengeksplorasi integrasi antara ekstraksi fitur menggunakan model 
VGG-16 dan pemodelan LSTM dalam konteks pembangkitan caption gambar otomatis, dengan 
tools yang digunakan yaitu Jupyter Notebook dengan bahasa python. Langkah-langkah yang 
diterapkan dalam penelitian ini meliputi pengumpulan data, preprocessing, ekstraksi fitur 
menggunakan VGG-16, menggabungkan gambar dengan caption dan tokenisasi, membangun 
dan melakukan pelatihan pada model LSTM, prediksi data uji, dan evaluasi yang akan diuraikan 
sebagai berikut: 
 

 
 

Gambar 1. Diagram Alur  
 
Dalam pendekatan tersebut, penelitian ini juga melibatkan pelatihan model menggunakan dataset 
gambar Flickr8K [3]. Untuk prediksi, model ini menggunakan arsitektur jaringan saraf Long Short-
Term Memory (LSTM), bersama dengan kombinasi caption dataset Flickr8K dan atribut gambar 
yang diekstraksi menggunakan VGG. Aspek inti dari proses prediksi gambar melibatkan ekstraksi 
fitur VGG dan penggunaan model LSTM yang telah dilatih untuk pembangkitan caption seperti 
yang dapat dilihat pada Gambar 2. 
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Gambar 2. Kerangka Model 
 
2.1 Pengumpulan Data 
 
Dataset yang digunakan adalah Flickr8k, terdiri dari 8.092 gambar dengan hingga lima 
keterangan deskriptif [4]. Data ini berasal dari layanan berbagi foto Flickr dengan lisensi yang 
sesuai. Setiap gambar dilengkapi dengan caption dalam bahasa Inggris, mendukung penelitian 
dalam pemrosesan bahasa alami dan visi komputer, termasuk image captioning, pengenalan 
objek, dan pemahaman konten gambar. Dataset ini digunakan sebagai sumber daya penting bagi 
pemula dalam machine learning dan AI, memberikan titik acuan dasar untuk proyek deskripsi 
gambar berbasis kalimat [5]. Selain itu, model juga menggunakan data dari VGG-16 yang telah 
dilatih sebelumnya untuk ekstraksi fitur gambar yang dapat diakses disini. Untuk pembagian data 
untuk latih, uji, dan validasi adalah 60%, 20%, dan 20% dari total dataset secara berturut-turut. 
 
2.2 Tahap Preprocessing Data 
 
Langkah preprocessing data melibatkan pembersihan caption untuk menghilangkan ekspresi 
reguler, angka, dan kata-kata tidak relevan (stop words). Ini termasuk penghapusan tanda baca, 
karakter tunggal, dan nilai numerik. Setelah pembersihan, dilakukan analisis untuk menemukan 
kata-kata paling umum dan paling jarang dalam dataset. Data caption yang telah dibersihkan 
diperbarui dalam DataFrame dengan nama file gambar yang terkait. Selanjutnya, peneliti 
melakukan perhitungan frekuensi kemunculan kata-kata dan memvisualisasi 50 kata teratas dan 
50 kata terendah. 
 

 
 

Gambar 3. Top 50 kata paling sering dan paling jarang muncul 

https://github.com/fchollet/deep-learning-models/releases/download/v0.1/vgg16_weights_tf_dim_ordering_tf_kernels.h5
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2.3 Tahap Ekstraksi Fitur 
 
Pada penelitian, dilakukan ekstraksi fitur menggunakan VGG-16 yang telah dilatih sebelumnya 
pada dataset besar yang berisi gambar-gambar bervariasi. Dalam konteks pembangkitan caption 
gambar, model ini digunakan untuk mengekstraksi fitur-fitur penting dari gambar yang akan 
digunakan sebagai input untuk model pembangkit caption [6]. Dalam penelitian ini, langkah 
pertama yang dilakukan adalah memuat model beserta bobot yang telah dilatih sebelumnya. 
Setelah itu, lapisan terakhir dari model yang digunakan untuk klasifikasi akan dihapus, sehingga 
model hanya akan menghasilkan vektor fitur dari gambar yang diberikan sebagai input. Dalam 
proses ini, VGG-16 akan menghasilkan vektor fitur dengan dimensi 4096 untuk setiap gambar 
yang diproses. 
 

 
 

Gambar 4. Menghapus Lapisan Terakhir Model 
 
Sebelum gambar dapat diproses oleh VGG-16, gambar harus diubah ke dalam format yang 
sesuai dengan input yang diharapkan oleh model. Dalam kasus ini, gambar harus diubah 
ukurannya menjadi 224x224 piksel dan dinormalisasi agar nilai pikselnya berada dalam rentang 
0 hingga 1. Proses ini dilakukan dengan menggunakan fungsi-fungsi dari library Keras seperti 
load_img, img_to_array, dan preprocess_input. 
 

 
 

Gambar 5. Ekstraksi Fitur 
 

Setelah fitur diekstraksi menggunakan model VGG-16, dilakukan visualisasi untuk 
mengelompokkan gambar dengan karakteristik visual serupa menggunakan teknik Principal 
Component Analysis (PCA). PCA digunakan untuk mengurangi dimensi fitur dari 4096 menjadi 
2, memungkinkan visualisasi dalam ruang dua dimensi. Cluster gambar dibentuk berdasarkan 
kesamaan fitur visual, dan beberapa contoh gambar diambil dari setiap kelompok untuk 
ditampilkan dalam plot. Proses ini penting untuk memverifikasi keberhasilan ekstraksi fitur dan 
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memahami pola dalam dataset gambar. 
 

 
 

Gambar 6. Memplot Gambar-gambar yang Mirip dari Dataset 
 

2.4 Tahap Menggabungkan Gambar dengan Caption dan Tokenisasi 
 
Penelitian ini, melakukan penggabungan gambar yang dimana proses ini dimulai dengan 
pemilihan caption pertama dari setiap gambar dalam dataset. Dalam konteks ini, pemilihan hanya 
dilakukan terhadap caption pertama untuk menghindari kompleksitas yang mungkin timbul dari 
penggunaan seluruh caption. Selanjutnya, caption dan gambar yang terkait digabungkan 
bersama untuk membentuk pasangan data yang akan digunakan dalam pelatihan. 
 

 
 

Gambar 7. Menggabungkan Gambar dengan Caption 
 
Setelah proses penggabungan, selanjutnya dilakukan tokenisasi caption. Tokenisasi ini 
diperlukan karena model yang akan digunakan tidak dapat menerima teks mentah sebagai input, 
melainkan memerlukan representasi vektor kata-kata. Tokenisasi dilakukan menggunakan 
Tokenizer dari TensorFlow, di mana setiap kata dalam caption dikonversi menjadi urutan angka 
yang merepresentasikan kata-kata dalam kamus. Pada tahap ini, juga ditetapkan jumlah kata 
maksimum dalam kamus, yang dalam kasus ini disetel sebesar 6000 kata. 
 

 
 

Gambar 8. Tokenisasi Caption 
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2.5 Tahap Membangun dan Melatih Model 
 
Penelitian ini, akan membangun model LSTM yang merupakan tahap krusial dalam proses 
pembangkitan caption untuk gambar. Model LSTM dipilih karena mampu memperhitungkan 
keadaan keluaran sel sebelumnya dan masukan sel saat ini untuk menghasilkan keluaran saat 
ini [7]. Hal ini sangat berguna saat menghasilkan caption untuk gambar-gambar.  
 

 
 

Gambar 9. LSTM Network 
 
∗  = Elementwise multiplicant (perkalian elemen demi elemen) 

+  = Element-wise addition (penambahan elemen demi elemen) 
 

𝑓𝑡 = 𝜎 (𝑋𝑡 ∗  𝑈𝑓 +  𝐻𝑡−1 ∗ 𝑊𝑓)  

    
𝐶𝑡 = 𝑡𝑎𝑛ℎ (𝑋𝑡 ∗  𝑈𝑐 + 𝐻𝑡−1 ∗ 𝑊𝑐)   

  
𝐼𝑡  = 𝜎 (𝑋𝑡 ∗  𝑈𝑖 +  𝐻𝑡−1 ∗ 𝑊𝑖)    
   
𝑂𝑡 = 𝜎 (𝑋𝑡 ∗  𝑈𝑜 + 𝐻𝑡−1 ∗ 𝑊𝑜)    
   

𝐶𝑡 = 𝑓𝑡 ∗ 𝐶𝑡−1 + 𝐼𝑡 ∗ 𝐶𝑡      

   
𝐻𝑡 = 𝑂𝑡 ∗ 𝑡𝑎𝑛ℎ (𝐶𝑡)      
 
Keterangan: 
 
𝑋𝑡  = Input Vector 
𝐻𝑡−1  =  Sel Output Sebelumnya 

𝐶𝑡−1 =  Memori Output Sebelumnya 

𝐻𝑡 =  Sel Output Saat Ini 
𝐶𝑡 =  Sel Memori Saat Ini 

𝑊, 𝑈 =  Weight vector untuk gerbang forget (f), candidate (c), gerbang input (i), gerbang output 
(o) 

 
Pada model LSTM ini, peneliti akan membangun lapisan input dan output untuk menghasilkan 
caption dengan variasi jumlah simpul dan lapisan, mulai dari 256 hingga 1024, dengan 
penyetelan hyperparameter yang cermat. Proses ini melibatkan penggunaan fitur gambar dan 
teks yang telah di-tokenisasi sebelumnya, dengan teks melewati lapisan embedding dan LSTM 
untuk mengekstraksi pola urutan. Dua lapisan LSTM digunakan dengan dropout untuk mencegah 
overfitting, diikuti dengan penggabungan hasilnya menggunakan operasi penambahan. Output 
dari model adalah distribusi probabilitas kata-kata dalam kamus, dikompilasi dengan fungsi loss 
categorical_crossentropy dan optimizer adam. 
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Gambar 10. Membangun Model LSTM 
 

Setelah model dibangun, pelatihan dilakukan menggunakan metode fit () dari Keras dengan data 
latih dan validasi. Selama pelatihan, evaluasi kerugian (loss) dipantau untuk mengukur kinerja 
model. Proses pelatihan dilakukan hingga model mencapai kinerja yang diharapkan atau tidak 
lagi meningkat secara signifikan. Grafik loss dan val_loss digunakan untuk memvisualisasikan 
kinerja model selama pelatihan, menunjukkan perubahan loss pada data latih dan validasi seiring 
dengan jumlah epochs. Perubahan ini membantu memahami apakah model cenderung 
underfitting atau overfitting. 
 

 
 

Gambar 11. Melatih Model LSTM dan Menampilkan Grafik Loss dan Val_loss 
 
2.6 Tahap Prediksi Data Uji 
 
Penelitian ini, akan menguji pada dataset uji untuk melihat bagaimana kinerjanya dalam 
menghasilkan caption untuk beberapa gambar. Jika caption yang dihasilkan sudah dapat 
diterima, langkah selanjutnya adalah menghasilkan caption untuk seluruh dataset uji. Proses ini 
melibatkan perbandingan antara caption yang dihasilkan oleh model dengan caption sebenarnya 
dari dataset. 
 

Tabel 1. Hasil Prediksi Data Uji 
 

Gambar Prediksi 

 

startseq man in blue shirt is standing on the street endseq 

 

startseq black and white dog is running in the grass endseq 
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Gambar Prediksi 

 

startseq black and white dog is running through the snow endseq 

 

startseq man in blue shirt is riding on the air endseq 

 

startseq boy is riding up on the ocean endseq 

 
2.7 Tahap Evaluasi 
 
Setelah model dilatih, penting untuk menguji kemampuan prediksi pada dataset uji. Dalam 
konteks evaluasi teks, metrik tradisional seperti akurasi tidak relevan. Sebagai gantinya, peneliti 
menggunakan skor BLEU (Bilingual Evaluation Understudy), sebuah metrik untuk 
membandingkan teks kandidat dengan satu atau lebih teks referensi. Sebagai contoh, pada dua 
hipotesis yang berbeda, peneliti menggunakan skor BLEU untuk mengevaluasi kesamaan antara 
teks prediksi dan teks referensi. Misalnya, skor BLEU untuk hipotesis pertama adalah 0.603 dan 
untuk hipotesis kedua adalah 0.544. Berikut adalah rumus yang dapat digunakan untuk 
menghitung skor BLEU [8]: 
 

𝐵𝐿𝐸𝑈 =  𝐵𝑃 ×  𝑒𝑥𝑝 (∑

𝑁

𝑛=1

𝑤𝑛 × 𝑙𝑜𝑔(𝑃𝑛)) 

 
Keterangan: 
 
𝐵𝑃 =  Faktor penyusutan Brevity Penalty yang mengkompensasi kecenderungan sistem untuk 

menghasilkan teks yang terlalu pendek. 
𝑁 =  Urutan maksimum n-gram yang dievaluasi (biasanya 4). 

𝑤𝑛 =  Bobot yang diberikan pada setiap urutan n-gram. 

𝑃𝑛 =  Presisi urutan n-gram, yaitu rasio jumlah urutan n-gram yang cocok dalam hasil sistem 
terhadap jumlah urutan n-gram dalam teks referensi. 

 
Tabel 2. Hasil Evaluasi 

 

Hipotesis Referensi Skor BLEU 

I like dog I do like dog 0.603 

I love dog! I do like dog 0.544 

 
Metrik BLEU digunakan sebagai alat untuk mengevaluasi sejauh mana terjemahan yang 
dihasilkan oleh model (hypothesis) cocok dengan terjemahan referensi (reference). Skor BLEU 
berkisar dari 0 hingga 1, dengan nilai yang lebih tinggi menunjukkan kesamaan yang lebih baik 
antara terjemahan hypothesis dan referensi. Dalam contoh yang diberikan, hipotesis pertama "I 
like dog" memiliki skor BLEU sebesar 0.603 ketika dibandingkan dengan referensi "I do like dog". 
Sementara itu, hipotesis kedua "I love dog!" mendapat skor BLEU sebesar 0.544 terhadap 
referensi yang sama. Dari skor BLEU ini, dapat disimpulkan bahwa hipotesis pertama lebih mirip 
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dengan referensi daripada hipotesis kedua. 
 
3. Hasil dan Pembahasan 
 
Setelah semua dilakukan semua proses pada tahap sebelumnya, penelitian ini akan 
menghasilkan caption untuk seluruh data uji dan mengevaluasinya menggunakan skor BLEU. 
Dalam proses ini, setiap gambar dari data uji diproses secara individual. Untuk setiap gambar, 
caption yang dihasilkan oleh model dibandingkan dengan caption referensi yang sebenarnya 
menggunakan metrik BLEU. Skor BLEU yang dihasilkan memberikan gambaran tentang 
seberapa baik caption yang dihasilkan oleh model cocok dengan caption referensi. Peneliti 
melakukan iterasi melalui setiap gambar dari data uji. Untuk setiap gambar, caption yang 
dihasilkan oleh model dibandingkan dengan caption referensi yang sebenarnya. Jika skor BLEU 
lebih tinggi dari 0.7, caption tersebut dianggap baik dan dimasukkan ke dalam kategori "caption 
baik". Sebaliknya, jika skor BLEU kurang dari 0.3, caption tersebut dianggap buruk dan 
dimasukkan ke dalam kategori "caption buruk". Contoh-caption baik dan buruk juga diberikan 
untuk memberikan pemahaman visual tentang kualitas caption yang dihasilkan oleh model. 
Dengan melihat contoh-caption baik dan buruk, peneliti dapat memahami secara lebih konkret 
tentang kekuatan dan kelemahan model dalam menghasilkan caption untuk gambar-gambar 
tertentu. 
 

 
 

Gambar 12. Pembangkitan Caption Baik dan Buruk 
 
Keterangan: 
 
Hijau  = Hasil pembangkitan caption yang baik. 
Merah = Hasil Pembangkitan caption yang buruk. 
 
Peneliti juga menghitung rata-rata skor BLEU dari semua caption setelah semua tahapan selesai 
dilakukan. Dalam kasus ini, rata-rata skor BLEU adalah 0.415. Ini mengindikasikan bahwa secara 
keseluruhan, model memiliki tingkat kesesuaian yang cukup baik dengan caption referensi. Untuk 
menghitung rata-rata BLEU dari sejumlah teks yang dievaluasi, dapat digunakan rumus berikut 
[8]: 
 

𝑅𝑎𝑡𝑎 − 𝑟𝑎𝑡𝑎 𝐵𝐿𝐸𝑈 =  
∑𝑁

𝑖=1  𝐵𝐿𝐸𝑈𝑖

𝑁
 

 
Keterangan: 
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𝐵𝐿𝐸𝑈 = Skor BLEU untuk teks ke-i. 

𝑁 = Jumlah teks yang dievaluasi. 
 

 
 

Gambar 13. Rata-rata Skor BLEU dari Semua Caption 
 
3.1 Dokumentasi 
 
Hasil penelitian tertuang dalam bentuk file PDF yang merupakan konversi dari Jupyter Notebook 
dengan bahasa python yang dapat diakses disini. Dokumen ni mencakup langkah-langkah 
eksperimen, analisis, dan temuan utama dalam pengembangan model secara lengkap. Penelitian 
ini diharapkan dapat menjadi sumber wawasan bagi peneliti lain dalam bidang Pembangkitan 
Caption Gambar Otomatis, memberikan inspirasi untuk eksplorasi lebih lanjut, serta mendorong 
pengembangan model yang lebih canggih dan akurat. 
 
4. Kesimpulan 
 
Berdasarkan paparan penelitian yang telah dilakukan sebelumnya, penelitian ini telah berhasil 
menerapkan model LSTM pada dataset Flickr8k untuk menghasilkan caption gambar yang 
memuaskan, meskipun masih terdapat ruang untuk peningkatan. Evaluasi menggunakan skor 
BLEU menunjukkan bahwa model mencapai rata-rata skor BLEU sebesar 0.415 atau 41.5% 
untuk seluruh dataset uji yang digunakan untuk mengevaluasi kinerja model. Untuk 
pengembangan lebih lanjut, disarankan untuk mengeksplorasi arsitektur model yang lebih 
mutakhir, seperti CNN, RNN, dll. Selain itu, penerapan teknik data augmentasi dapat membantu 
meningkatkan kinerja model. Integrasi informasi kontekstual tambahan, seperti objek dan 
aktivitas dalam gambar, juga dapat diperluas untuk meningkatkan keakuratan caption. Dengan 
penelitian dan pengembangan lebih lanjut, diharapkan dapat tercipta model yang lebih unggul 
dalam menghasilkan caption gambar yang informatif dan bermanfaat dalam berbagai aplikasi 
praktis. 
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