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seagrass observations. This study aimed to analyze changes in the extent of seagrass
coverage in the Sanur Beach area from 2019 to 2022 using Sentinel-24 satellite imagery
and machine learning methods. The data used comprise field measurements and satellite

imagery. Field data collection involved employing random sampling and establishing

Keywords:

Seagrass mapping, transect lines from Mertasari Beach to Segara Ayu Beach. The research methods used

Random Forest, include Random Forest, Support Vector Machine (SVM), and Naive Bayes classifiers, with

SVM’ model evaluation performed using a confusion matrix and accuracy assessment utilizing

Naive Bayes Cohen's Kappa. The results show a map of seagrass coverage changes, with the SVM
method being identified as the best-performing classifier after accuracy testing. The SVM
model achieved the highest average accuracy among the three methods, with an accuracy
of 84.5%. The map of seagrass coverage changes indicates that the highest seagrass
coverage was recorded in 2021 (268.52 ha), followed by 2019 (249.06 ha), 2020 (248.73
ha), and 2022 (240.49 ha). Future studies could consider employing classifications on
coastal ecosystems with a broader range of classes for better ecosystem characterization.
ABSTRAK

. Pemetaan lamun penting dilakukan untuk mengetahui kondisi padang lamun di pesisir.
Kata kunci:

Pemanfaatan penginderaan jauh dan machine learning berguna untuk meningkatkan
Pemetaan lamun,

Random Forest,
Support Vector Machine, luasan lamun di kawasan Pantai Sanur dari tahun 2019 sampai tahun 2022 dengan

Naive Bayes menggunakan citra satelit Sentinel-2A dan menggunakan machine learning. Data yang

kualitas pengamatan lamun. Tujuan penelitian ini adalah untuk mengetahui perubahan

digunakan adalah data lapangan dan data citra. Pengambilan data lapangan dilakukan
dengan random sampling dan transek garis dari Pantai Mertasari sampai Pantai Segara
Ayu. Metode penelitian menggunakan klasifikasi Random Forest, Support Vector Machine
(SVM), Naive Bayes dengan evaluasi model menggunakan confusion matrix dan uji akurasi
menggunakan cohen kappa. Hasil yang didapat berupa peta perubahan luasan lamun
dengan menggunakan metode SVM yang merupakan metode terbaik setelah dilakukan uji
akurasi, dimana SVM memiliki nilai rata — rata paling tinggi dibandingkan dengan dua
metode lainnya sebesar 84,5%. Peta perubahan luasan lamun menunjukkan bahwa luasan
lamun tertinggi diperoleh pada tahun 2021 (268,52 ha), tahun 2019 (249,06 ha), tahun 2020
(248,73 ha), dan tahun 2022 (240,49 ha). Untuk kedepannya diharapkan penelitian ini dapat
melakukan klasifikasi terhadapat ekosistem pesisir sehingga kelas yang digunakan lebih
bervariasi.

2024 JMRT. All rights reserved.

pengelolaan yang baik. Pembangunan dan aktivitas yang tinggi

1. Pendahuluan oleh masyarakat di pesisir menyebabkan padang lamun rentan

Keragaman lamun yang ada di Indonesia terdapat 15 terhadap kerusakan. Selain itu, perubahan lingkungan juga
spesies dari 60 spesies lamun di dunia (Sjafrie et al., 2018). dapat mempengaruhi pertumbuhan yang berdampak pada
Potensi yang besar pada padang lamun belum didukung dengan perubahan luasan lamun. Berdasarkan penelitian yang
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dilakukan oleh Duarte et al (2008) terjadi pengurangan luasan
lamun dunia rata-rata 2 - 5% setiap tahun. Selain pengurangan
luasan, berdasarkan penelitian Pusat Penelitian Oseanografi
Lembaga Ilmu Pengetahuan Indonesia (P20-LIPI) melaui
proyek Coral Reef Rehabilitation and Management Program -
Coral Triangle Initiative (COREMAP-CTI) selama kurun
waktu 2015-2017 (Sjafrie et al., 2018).

Pantai di Kawasan Sanur merupakah daerah tujuan
wisatawan sehingga banyak aktivitas yang dilakukan yang
dapat menjadi ancaman bagi ekosistem Lamun. Berdasarkan
penelitian yang dilakukan oleh Graha pada tahun 2015 lamun di
Pantai Sanur tumbuh di sepanjang pesisir pantai sekitar 7 km
yang terbentang dari Pantai Mertasari sampai Pantai Sanur
dengan delapan spesies lamun yang ditemukan. Berdasarkan
penelitian yang dilakukan oleh Pamungkas pada tahun 2016
dimana luasan lamun di kawasan Pantai Sanur pada tahun 2014
berkisar 354.51 ha dan pada tahun 2015 berkisar 472.58 ha
dengan melakukan pengamatan menggunakan citra satelit
Landsat 8.

Teknologi penginderaan jauh dapat digunakan untuk
pemetaan dan pemantauan padang lamun secara efektif dan
efisien karena dapat menghasilkan informasi secara spasial dan
temporal. Data penginderaan jauh mampu dalam menyediakan
informasi luasan, persentase tutupan, spesies, biomasa, dan
perubahan lamun (Fauzan et al., 2017; Koedsin et al., 2016).
Pengamatan penginderaan jarak jauh menggunakan citra
Sentinel-2A yang memiliki resolusi 10 meter dan dapat diunduh
secara gratis (Hidayah, 2023). Berdasarkan penelitian yang
dilakukan oleh Pramesti pada tahun 2019 terkait pemanfaatan
citra satelit Landsat 8 dan Sentinel-2A terhadap pemetaan
lamun di Pulau Pari, Kepulauan Seribu mendapati hasil bahwa
pemetaan lamun dengan menggunakan citra satelit Sentinel-2A
lebih baik dibandingkan dengan Landsat 8. Sechingga
penggunaan citra satelit Sentinel-2A memungkinkan untuk
melakukan pengamatan terhadap lamun di kawasan Pantai
Sanur.

Pemetaan lamun menggunakan machine learning sudah
popular sehingga penambahan beberapa metode machine
learning pada proses pemetaan sangat penting untuk dilakukan
agar dapat mengetahui tingkat keakurasian dari masing —
masing metode. Adapun metode yang pernah digunakan untuk
melakukan pemetaan lamun seperti Random Forest, dan
Decision tree pada penelitian yang pernah dilakukan oleh
Ginting pada tahun 2021 yang dilakukan di Nusa Lembongan
dan penelitian lainnya yang dilakukan oleh Ilyas pada tahun
2020 menggunakan machine learning seperti SVM, Naive
Bayes, K-Nearest Neighbour (KNN), dan Decision Tree
terhadap pemetaan ekosistem lamun di Sulawesi Selatan.
Penggunaan machine learning terlihat lebih efektif untuk
melakukan pemetaan jika dilihat dari penelitian yang pernah
dilakukan sebelumnya, sehingga, penelitian ini bertujuan untuk
mengetahui perubahan luasan lamun pada empat tahun yaitu
pada tahun 2019, 2020, 2021, 2022 di Pantai kawasan Sanur
dengan menggunakan metode terbaik dari tiga metode machine
learning, yaitu Random forest, SVM, dan Naive Bayes.
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2. Metodologi
2.1 Waktu dan Tempat Penelitian

Penelitian ini berlokasi di Pantai daerah Sanur,
Denpasar. Tepatnya dari Pantai Mertasari sampai Pantai Segara
Ayu pada titik koordinat 8° 42' 47.462" LS hingga 8° 40'
52.936" LS dan 115° 15'3.113" BT hingga 115° 16' 7.470" BT,
dengan jarak kurang lebih empat kilometer. Pengembilan data
akan dilakukan pada bulan September sampai Oktober tahun
2022. Peta lokasi penelitian dapat dilihat pada Gambar 1.

PETALOKASIPENELITLAN PEMETAAN
PADANG LAMUN DISANUR
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Gambar 2. Peta Lokasi Penelitian
2.2 Metode Penelitian
2.2.1 Pengambilan Data Lapangan

Metode pengambilan data lapangan yang dilakukan di
Pantai kawasan Sanur yaitu dengan cara random sampling dan
transek garis. Random sampling adalah suatu metode yang
digunakan untuk mengambil data dengan cara acak (McLeod,
2019). Metode random sampling digunakan untuk menentukan
labeling data yang dilakukan dengan ground check untuk
mengambil koordinat tutupan lamun yang diambil sekitar 200
titik seperti pada (Gambar 2). Pengambilan titik koordinat
dilakukan mulai dari Pantai Mertasari sampai Pantai Segara
Ayu dengan transek garis berjarak 100 meter pada setiap titik
koordinatnya, hasil dari labeling dimasukkan ke excel dan
dijadikan shapefile. Untuk mendukung data yang digunakan,
diperlukan data citra Sentinel-2A pada tahun 2019, 2020, 2021,
dan 2022 yang diunduh secara gratis pada web
scihub.copernicus.eu.
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Gambar 2. Titik Pengambilan Data Lapangan
2.2.2 Pengolahan Data

Tahapan pengolahan data pada penelitian ini meliputi
pengolahan citra dengan melakukan koreksi sun glint, dan
koreksi kolom perairan (Lyzenga). Koreksi sun glint, koreksi
glint digunakan untuk memperbaiki kualitas citra dengan cara
menghilangkan efek gangguan yang diakibatkan oleh pantulan
sinar matahari yang mengenai gelombang laut secara tegak
lurus (Hedley et al., 2005). Band yang digunakan pada saat
koreksi sun glint adalah Band 2, 3, 4, 5, 6, 7, 8, 8a, 11, 12.
Untuk Band 1, 9, dan 10 tidak digunakan karena resolusinya
rendah (Marlina, 2022). Persamaan 1 digunakan untuk koreksi
sun glint.

Ri” =Ri—Db x (RNIR — MinNIR) €]
_ (bi—bj)
~ (bi+bj)
Keterangan :
Ri” : Nilai R setelah koreksi
Ri :Nilai reflektan pada masing-masing

band (band biru-sunglint, band hijau-
sunglint, dan band merah-sunglint)

b : Nilai regression slope hasil statistic
RNIR : Nilai reflektan pada band inframerah
dekat

MinNIR :Nilai minimum reflektan  band
inframerah dekat dari seluruh sampel

yang dipilih

bi : Nilai total reflektan pada masing —
masing band RGB

bj : Nilai total reflektan band NIR

Pengolahan data dilanjutkan dengan koreksi kolom air
bertujuan untuk mendapatkan informasi objek dibawah
permukaan air yang sudah bebas dari pengrauh kedalaman air,
kekeruhan, dan pergerakan muka air dengan membuat citra
baru dari Depth Invariant Index (DII) (Lyzenga, 1981)
(persamaan 2).
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y
Y = (In Li) + (}%X InLj)
(j

ki S
—=a + Va? +1
kj
_ (0 — 05;)
Keterangan :
Y : Algoritma Lyzenga
Li : Nilai reflektan spektrum i (saluran dengan

panjang gelombang lebih pendek)

Lj : Nilai reflektan spektrum j (saluran dengan
panjang gelombang lebih panjang)

ki/kj :Rasio koefisien atenuasi band i dan j

a : Nilai komponen utama
oy Ragam atau varian band i
0 : Ragam atau varian band j

0y : Peragam atau covarian band i dan j

Pengolahan data setelah mendapatkan hasil lyzenga
adalah memproses menggunakan metode machine learning, ada
tiga metode machine learning yang digunakan, yaitu Random
Forest, SVM, dan Naive Bayes yang dilakukan dengan
menggunakan software Google Colaboratory. Model Random
forest sebenarnya merupakan gabungan dari beberapa Decision
tree, dimana Decision tree (pohon keputusan) merupakan
algoritma yang digunakan untuk klasifikasi dengan
menggunakan pohon keputusan. Pohon keputusan bekerja
dengan membagi data menjadi subset berdasarkan kelas-kelas
tertentu dan mengambil keputusan pada setiap simpul
berdasarkan hasil uji pada kelas tersebut. Pohon keputusan
dihitung berdasarkan indeks gini (persamaan 3) (Amaliah,
2022).

n

Gini (D) =1— Z(Pi)z

i=1 3)
Keterangan :
Gini (D) : Indeks gini untuk dataset (D)
n : Jumlah kelas
Pi : Proporsi data yang masuk pada kelas tertentu di
dataset (D)

Pada SVM adalah sebuah algoritma pembelajaran mesin
yang dapat digunakan untuk membangun model klasifikasi atau
regresi. Model SVM menghasilkan sebuah fungsi pemetaan
dari data input ke label output, yang dapat digunakan untuk
memprediksi label untuk data baru. SVM untuk kasus
klasifikasi dengan dua kelas dihitung dengan persamaan 4
(Lukmana, 2019).

f(x) = sign(wT x+b) (4)
Keterangan :
X : Vektor fitur data input
w . Vektor bobot yang diperoleh dari proses pelatihan
model SVM
wl : Tranpose vektor bobot w
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b : Bias (offset) yang juga diperoleh dari proses
pelatihan model SVM
f(x) : Fungsi pemetaan yang menghasilkan label kelas

untuk data input x
sign() : Fungsi tanda yang menghasilkan nilai 1 jika argumen
positif, dan -1 jika argumen negatif

Pada Naive bayes sebuah algoritma klasifikasi
probabilistik yang berdasarkan pada teorema Bayes. Algoritma
ini menggunakan probabilitas sebagai dasar untuk memprediksi
label kelas dari suatu data input. Dalam algoritma Naive Bayes,
diasumsikan bahwa setiap fitur pada data input adalah
independen secara bersyarat terhadap kelasnya. Hal ini disebut
dengan asumsi naive (sederhana) (persamaan 5) (Rohmawati,
2021):

P(y)
P(x)
P(x|y) = P(x1ly) = P(x2]y) *...» P(xnly) )

P(ylx) = P(x|y).

Keterangan :
P(y[x) . Probabilitas kelas y, jika
diberikan data input x
P(xly) : Probabilitas data input x, jika
diberikan kelas y
P(y) : Probabilitas prior kelas y
P(x) : Probabilitas data input x

P(x1ly), P(x2]y), ..., P(xn]y)  : Probabilitas setiap fitur pada
data input, jika diberikan

kelas 'y

2.3 Analisis Data
2.3.1 Evaluasi Model dengan Confusion Matrix

Evaluasi model dengan Confusion matrix dilakukan
untuk mengetahui evaluasi kinerja metode machine learning
yang digunakan, seperti Random Forest, SVM, dan Naive
Bayes yang digunakan untuk melakukan klasifikasi perubahan
luasan lamun dari tahun 2019 sampai tahun 2022. Confusion
matrix merupakan tabel yang menampilkan klasifikasi jumlah
data uji yang benar (True) dan jumlah data uji yang salah
(False)(Nugroho, 2019). Contoh confusion matrix untuk
klasifikasi biner seperti pada Gambar 3.
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w 2
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C_B é (True Positive) (False Positive)
> - Type | Error
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v ~ ;
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8 2
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a = g g
Nt Type Il Error
o

Gambar 3. Confusion Matrix
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2.3.2 Uji Akurasi Kappa

Setelah melakukan evaluasi model, dilanjutkan dengan
melakukan uji akurasi Kappa yang dilakukan dengan tujuan
untuk mengetahui akurasi hasil klasifikasi dengan tiga metode
machine learning yang digunakan. Akurasi Kappa adalah
persentase akurasi yang menggunakan semua elemen matrik.
Nilai akurasi yang dapat diterima untuk pemetaan habitat dasar
perairan laut dangkal adalah sebesar = 60% (LIPI, 2014).
Algoritma dari akurasi Kappa ini ditampilkan pada persamaan

6.

(Pa—Fe)
= -Fs, (6)
Keterangan :
K : Koefisien Cohen Kappa
Pa ; Proporsi kesepakatan teramati
Pe : Proporsi kesepakatan harapan
1 : Konstanta

3. Hasil dan Pembahasan
3.1 Hasil Komposit Citra Sentinel-2A

Komposit citra dilakukan pada citra Sentinel-2A yang
diunduh melalui website Copernicus. Setelah data citra
Sentinel-2A diunduh, dilanjutkan dengan melakukan kompoosit
citra menggunakan Band 4-3-2 yang merupakan Band untuk
Natural Color. Komposit citra dilakukan pada aplikasi SNAP
dengan hasil seperti pada (Gambar 4).

Gambar 4. Komposit Citra Sentinel-2A Tahun 2022
3.2 Hasil Pre Processing

Pada preprocessing dilakukan subset dan koreksi sun
glint pada citra Sentinel-2A. Subseting dilakukan untuk
memperkecil citra agar lebih spesifik daerah yang ingin diteliti,
sepertti pada (Gambar 5) yang merupakan hasil dari subset
citra.
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Gambar 5. Subset Citra Sentinel-2A Tahun 2022. A : Sebelum
dilakukan subset, B : Setelah dilakukan subset

Setelah dilakukan subset pada citra, dilanjutkan dengan
melakukan koreksi sun glint yang bertujuan untuk mengoreksi
atau mengurangi pantulan sinar matahari yang menimbulkan
bias pada kolom perairan sehingga bisa menyulitkan dalam
pengataman objek di kolom perairan, seperti pada (Gambar 6)
yang merupakan hasil dari koreksi sun glint.

151530

Gambar 6. Sun glint Citra Sentinel-2A Tahun 2022. A :
Sebelum dilakukan koreksi Sunglint, B : Setelah dilakukan
koreksi Sun glint

3.3 Processing Citra
3.3.1 Lyzenga

Pada processing citra dilakukan setelah mendapatkan
hasil dari preprocessing, dimana processing citra melakukan
koreksi kolom perairan atau /lyzenga. Lyzenga merupakan
koreksi untuk menghilangkan efek pantulan balik atmosfer pada
citra yang diambil diatas permukaan air sehingga dapat
meningkatkan visibilitas objek yang berada dibawah
permukaan air seperti hasil pada (Gambar 7).
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Gambar 7. Hasil lyzenga Citra Sentinel-2A Tahun 2022. A :
Sebelum dilakukan koreksi, B : Setelah dilakukan koreksi

3.3.2 Klasifikasi Citra

Setelah dilakukan koreksi /yzenga, dilanjutkan dengan
melakukan klasifikasi menggunakan machine learning, dimana
machine learning yang digunakan ada tiga, yaitu Random
Forest, SVM dan Naive Bayes seperti pada (Gambar 8).

Gambar 8. Klasifikasi Lamun pada tahun 2022 dengan a.
Random Forest, b. SVM, c. Naive Bayes

3.3.3 Evaluasi Model

Hasil dari evaluasi model dengan Confusion matrix pada
masing — masing metode memiliki akurasi yang berbeda,
seperti Random forest dapat dilihat pada Gambar 9. Untuk
SVM dapat dilihat pada Gambar 10. Untuk Naive Bayes dapat
dilihat pada Gambar 11.
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Gambar 9. Confusion Matrix Random Forest Tahun 2022
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Gambar 10. Confission Matrix SVM Tahun 2022
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Gambar 11. Confusion Matrix Naive Bayes Tahun 2022

Berdasarkan hasil evaluasi model pada ketiga metode
machine learning yang digunakan melalui confission matrix,
dari confusion matrix dapat diketahui seberapa akurat model
membaca kelas yang sesuai seperti pada Gambar 9, Gambar 10,
dan Gambar 11. Melalui gambar tersebut dapat diketahui bahwa
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kesalahan dalam membaca kelas lebih banyak terdapat pada
Naive Bayes. Sedangkan keakuratan terbaik ada pada SVM jika
dibandinhgkan dengan dua metode machine learning yang
digunakan, sesuai dengan teori menurut Prabowo pada tahun
2018 dan Gunawan pada tahun 2020 dalam penelitiannya
penggunaan SVM memiliki nilai akurasi lebih tinggi.

3.3.4 Uji Akurasi

Pemetaan lamun pada penelitian ini menggunakan tiga
metode machine learning, dimana metode yang digunakan
adalah Random Forest, SVM dan Naive Bayes. Dari ketiga
metode tersebut memiliki hasil pemetaan yang berbeda dengan
akurasi yang beragam. Akurasi yang didapat dalam
menggunakan metode Random Forest, SVM, dan Naive Bayes
tersebut dengan menggunakan confusion matrix dan akurasi
kappa.

Tabel 1. Uji Akurasi Cohen Kappa (%)

Akurasi Kappa  Random Forest SVM Naive Bayes
2019 86 83 70
2020 68 79 70
2021 78 93 75
2022 77 83 70

Berdasarkan Tabel 1 terlihat bahwa akurasi tertinggi pada
tahun 2019 sebesar 93% pada Random Forest, pada tahun 2020
dengan akurasi tertinggi sebesar 79% pada SVM, pada tahun
2021 dengan akurasi tertinggi sebesar 93% pada SVM dan pada
tahun 2022 nilai akurasi tertinggi sebesar 83% pada SVM. Dari
ketiga metode yang digunakan, rata — rata akurasi tertinggi ada
pada metode SVM dengan nilai rata — rata sebesar 84,5%.

3.3.4 Pemetaan Lamun dengan SVM

Setelah dilakukan uji akurasi, dapat dilihat bahwa nilai
akurasi dengan rata — rata tertinggi ada pada SVM hal tersebut
juga sama dengan pernyataan penelitian sebelumnya, sehingga
langkah berikut adalah menampilkan hasil dari pemetaaan
lamun dengan SVM pada tahun 2019, 2020, dan 2021 seperti
pada Gambar 12.

2019 2020 2021

Gambar 12. Pemetaan Lamun dengan SVM
3.3.5 Perubahan Luasan Lamun

Setelah dilakukan pemetaan lamun dengan SVM,
terlihat perbandingan luasan lamun pada pantai sanur dari tahun
2019, 2020, 2021, dan tahun 2022 pada (Gambar 12) tampak
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perbedaan luasan yang terlihat jelas, namun masih tidak terlihat
mana bagian lamun yang bertambah setiap tahun atau lamun
yang berkurang setiap tahun, maka dari itu perubahan luasan
lamun dapat dilihat pada Gambar 13.
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Gambar 13. Perubahan Luasan Lamun a. Tahun 2020
Terhadap Luasan Lamun Tahun 2019, b. Tahun 2021 Terhadap
Luasan Lamun Tahun 2020, c. Tahun 2022 Terhadap Luasan
Lamun Tahun 2021, dan d. Perubahan Lamun Tahun 2022
Terhadap Lamun Tahun 2019.
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Tabel 2. Perubahan Luasan Lamun

Tahun Perubahan Luasan (ha)
2019 - 2020 -0.33
2020 - 2021 19.79
2021 - 2022 -28.03
2019 - 2022 -8.57

Pada Tabel 2 terlihat selisih perubahan luasan lamun,
terlihat bahwa pada tahun 2019 — 2020 luasan lamun
mengalami penurunan terhadap luasan lamun seluas 0,33 ha.
Pada tahun 2020 — 2021 luasan lamun mengalami peningkatan
dimana bertambah seluas 19,79 ha. Pada tahun 2021 — 2022
luasan lamun mengalami penurunan seluas 28,03 ha dan pada
tahun 2019 — 2022 luasan lamu mengalami penurunan seluas
8,57 ha. Untuk tahun 2019 perubahan luasan lamun tidak dapat
ditampilkan dikarenakan data pembanding merupakan tahun
2018, sedangkan pada penelitian ini hanya menggunakan tahun
2019 sampai 2022. Setelah mendapatkan hasil perubahan
luasan lamun, didapati bahwa tahun 2021 merupakan tahun
dimana luasan lamun paling banyak dari tahun lainnya.
Berdasarkan penelitian sebelumnya yang dilakukan oleh Thsan
(2021) peningkatan luasan padang lamun pada tahun 2021 bisa
dikarenakan oleh faktor alami maupun akibat pembatasan
akivitas manusia selama pandemi COVID-19. Akibat
penurunan akivitas manusia itulah kondisi lamun ikut terjaga
dan semakin bertambah luasannya.

Perubahan luasan lamun dapat terjadi disebabkan oleh
berbagai faktor, antara lain aktivitas manusia yang
mempengaruhi keberadaan lamun tersebut. selain aktivitas
manusia, kerusakan padang lamun juga diakibatkan oleh faktor
alam seperti perubahan kualitas perairan tempat habitat
hidupnya. Faktor lingkungan yang berpengaruh langsung bagi
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kelangsungan hidup lamun diantaranya yaitu salinitas, suhu,
kecerahan, dan kedalaman perairan. Sehingga, bila kualitas
perairan lingkungan hidupnya mengalami perubahan, akan
mengakibatkan perubahan atau bahkan kerusakan terhadap
tumbuhan lamun itu sendiri (Pamungkas, 2016).

4.1 Kesimpulan

Berikut merupakan kesimpulan dari penelitian ini,
sebagai berikut :

1. Hasil pemetaan dengan machine learning yang digunakan
pada penelitian ini menggunakan tiga metode machine
learning, yaitu Random Forest, SVM, dan Naive Bayes.
terlihat perbedaan dari ketiga machine learning tersebut, hal
ini dapat terjadi karena ketiga metode machine learning yang
digunakan menggunakan algoritma yang berbeda namun
hasil yang dihasilkan hampir mirip satu sama lain. Ini
membukti bahwa ketiga metode machine learning bisa
digunakan untuk klasifikasi citra.

2. Hasil uji akurasi yang dilakukan, menunjukan bahwa nilai
akurasi tertinggi ada pada SVM, sehingga SVM memiliki
akurasi yang lebih baik dibandingkan dua metode machine
learning lainnya.

3.Berdasarkan uji akurasi yang terbaik, yaitu SVM. Kondisi
perubahan luasan lamun dengan metode SVM di Pantai
kawasan Sanur setelah dilakukan klasifikasi dapat
disimpulkan perubahan luasan lamun meningkat pada tahun
2021 dengan total luasan lamun seluas 268.52 ha dimana ada
sekitar 35.31 ha lamun yang bertambah, ada sekitar 15.52 ha
lamun yang berkurang, sehingga tahun 2021 memiliki luasan
lamun paling tinggi dibandingkan tahun lainnya.

4.2 Ucapan Terima Kasih

Penulis mengucapkan terima kasih kepada pihak
pengelola Pantai Sanur yang telah memberikan akses untuk
pengambilan data penelitian ini.
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